
5

© А.А. Кожухов, Д.Р. Омельченко, И.А. Мельниченко, В.В. Ческидов, В.В. Мосейкин. 2023. 

ГИАБ. Горный информационно-аналитический бюллетень / 
MIAB. Mining Informational and Analytical Bulletin, 2023;(8):5-17
ОРИГИНАЛЬНАЯ СТАТЬЯ / ORIGINAL PAPER

УДК 550.8.053 DOI: 10.25018/0236_1493_2023_8_0_5

СОЗДАНИЕ МОДЕЛИ РАСПРЕДЕЛЕНИЯ  
ПОЛЕЗНОГО КОМПОНЕНТА  

В ЖЕЛЕЗОРУДНОМ МЕСТОРОЖДЕНИИ
А.А. Кожухов1, Д.Р. Омельченко1, И.А. Мельниченко1, В.В. Ческидов1, В.В. Мосейкин1

1 НИТУ «МИСиС», Москва, Россия, e-mail: kozhuh@inbox.ru

Аннотация: Инструментарий современных горно-геологических информационных сис- 
тем позволяет производить построение каркасных и блочных моделей месторождений 
полезных ископаемых. Однако часть этапов создания моделей остается неавтоматизи-
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обновления моделей при получении новой или дополнительной информации. Разрабо-
танный метод построения трехмерной модели месторождения на основе искусственных 
нейронных сетей позволяет осуществить построение модели месторождения и количе-
ственно оценивать распределение полезного компонента в автоматизированном режи-
ме с применением искусственных нейронных сетей (ИНС). На примере железорудно-
го месторождения рассмотрено построение литологической модели месторождения, 
на основе которой затем была построена модель распределения полезного компонента 
в рудных телах. Обучение ИНС производилось на основании данных, полученных на 
стадии геологической разведки с применением стандартных методик. Структура сети 
была определена эмпирически с учетом отечественного и зарубежного опыта примене-
ния нейросетевых методов для обработки геологических данных. Оценка достоверно-
сти полученных моделей осуществлялась с использованием методов кросс-валидации. 
Полученные результаты показывают хорошую сходимость смоделированных данных и 
данных контрольных выборок. Следует отметить, что развитие предлагаемого метода 
построения моделей месторождений полезных ископаемых может найти широкое при-
менение на стадии поисков, а также на предварительных стадиях разведки, в условиях, 
когда данных о составе и строении месторождений мало, но при этом требуется опера-
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Введение
Существующие методы построения 

трехмерных моделей полезных ископае- 
мых не позволяют динамично произво- 
дить переоценку содержания полезного 
компонента по результатам опробования, 
произведенного в процессе эксплуата-
ционной разведки. Основной проблема- 
тикой является не полностью автома-
тизированный процесс ввода данных, 
а также построения каркасных моделей 
[1—3] с использованием условного мо- 
делирования и для последующего созда- 
ния блочной модели и оценки содержа-
ния полезного компонента в отдельных 
блоках. Все перечисленных факторы 
влияют на формирование технологиче-
ской карты процессов и планов отработ- 
ки месторождения с последующим изв- 
лечением максимальной экономической 
прибыли.

Исходя из этого, был разработан ин-
струментарий на основе искусственных 
нейронных сетей [4—5], позволяющий 

автоматизировать такие процессы, как 
интерпретация полученных геологораз-
ведочных данных в результате опробо-
вания в динамично формируемую блоч-
ную модель месторождения полезного 
ископаемого (ПИ), включающий в себя 
атрибуты литологической разности и со- 
держания полезного компонента. Данных 
инструментарий обладает такими преи- 
муществами, как возможность оценки 
границ литологических разностей в меж- 
скважинном пространстве, оценка ка- 
чественно-количественных показателей 
параметров рассчитанного полезного 
компонента в рудном теле.

Архитектура разработанного 
программного обеспечения
Разработанное программное обеспе- 

чение представляет из себя web-прило- 
жение с клиент-серверной архитектурой 
[6]. Клиентом приложения выступает 
веб-браузер, код для которого написан 
на языке программирования typescript, 
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like and block-like models of mineral deposits. However, some modeling stages remain yet 
manual, which conditions much time to be spent to update the models when new or additional 
information arrives. The developed method of three-dimensional modeling of mineral deposits 
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с использованием технологий html и css. 
Серверная часть программного обеспе-
чения создана на технологиях Node.js. 
Между клиентской частью и серверами 
приложения располагается Nginx-сер- 
вер, который выступает в роли прокси-
сервера для распределения запросов. 
Для хранения данных приложения ис-
пользуется реляционная база данных 
Postgres, модель которой отображена на 
рис. 1.

Таблицы базы данных и краткое их 
описание:

• deposits — таблица для хранения 
сущности «месторождение». В ней хра-
нятся название месторождения и угол 
смещения полюса;

• deposit_borders — таблица для хра-
нения границ месторождения, в рамках 

которого в дальнейшем будет строится 
блочная модель. Границы определяют-
ся по минимальным и максимальным 
координатам опробованных скважин;

• rocks — таблица для хранения всех 
литологических разностей месторожде- 
ния, выявленных в результате опробова- 
ния скважин. В процессе записи данных  
каждой породе присваивается опреде-
ленный цвет;

• wells — таблица хранит информа- 
цию об опробованных скважинах, такую 
как пространственные координаты устья, 
наименование скважины, принадлеж-
ность к определенному месторождению 
и координаты окончания скважины;

• well_intervals — в процессе пар-
синга файла месторождения каждая сква- 
жина по данным опробования и инклино- 

Рис. 1. Модель базы данных
Fig. 1. Database model
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метрии разбивается на интервалы в виде 
отрезка, каждый из которых имеет свои 
параметры, такие как принадлежность 
к скважине, пространственные коорди-
наты, углы наклона, литология и опро-
бование по полезному компоненту;

• block_model_full — кратная инфор- 
мация о блочной модели месторождения: 
размер блоков, на которые разбивается 
месторождение, количество блоков во 
всей блочной модели и количество бло-
ков, параметры которых известны по ре-
зультатам опробования;

• blocks — в этой таблице хранится 
информация о блоках, параметры кото- 
рых известны по результатам опробо- 
вания;

• neural_models — таблица хранит 
информацию о созданных искусственных 
нейронных сетях: на основе какой блоч-
ной модели она обучалась, параметры 
обучения, а также ее структура в виде 
бинарного файла и веса, полученные пос- 
ле процесса обучения. Также хранится 
информация, создавалась ли нейронная 
сеть в процессе кросс-валидации;

• neural_models_metrics — хранится 
информация о метриках, полученных в 
процессе обучения нейронных сетей. 
Каждая метрика сохраняется для каж-
дой эпохи обучения;

• cross_validations — таблица для 
хранения информации по каждой кросс-
валидации;

• neural_models_exluded_wells —  
в процессе кросс-валидации все множе-
ство блоков разбивается на тренировоч-
ную и контрольную выборки. В этой таб- 
лице хранится информация о скважине, 
блоки которой были исключены из об-
учения нейронной сети и включены в 
контрольную выборку;

• predicted_blocks — таблица для 
хранения блоков, предсказанных искус-
ственной нейронной сетью;

• predicted_blocks_outputs — табли-
ца для хранения значений, полученных 

на выходе нейронной сети в процессе 
предсказания.

Логика работы  
программного обеспечения
Весь пользовательский путь для по-

лучения модели полезного компонента 
месторождения показан на рис. 2.

Исходными данными для работы слу-
жат результаты опробования, на основе 
керновых или шламовых проб, запи-
санные в файле формата excel. В нем 
хранится информация об устье скважин 
(северная и восточная координаты, а так-
же абсолютная отметка), результаты ин- 
клинометрии, проведенной в скважинах, 
а также результаты опробования по ли- 
тологии и содержанию полезного компо- 
нента. При загрузке файла в программ-
ное обеспечение происходит валидация 
хранящихся в нем данных на их коррект-
ную заполненность. Если приложение 
выявляет ошибки, которые не позволя-
ют дальнейшее исполнение программы, 
пользователю необходимо исправить 
ошибки в ручном режиме. Если все дан-
ные корректные, на основе файла запол-
няются такие таблицы базы данных, как 
deposits, deposit_borders, rocks, wells, 
well_intervals. Для дальнейшей работы 
пользователю необходимо задать размер 
блока, по которому будет создаваться пу- 
стая блочная модель в границах место-
рождения [1, 7]. Известным в процессе 
опробования блокам автоматически при-
своятся соответствующие параметры.

Подготовка данных для ИНС
Полученные блоки с известными па-

раметрами будут служить исходными 
данными для обучения нейронной сети. 
Каждый блок обладает такими парамет- 
рами, как координаты в пространстве, 
литология и процентное содержание по- 
лезного компонента. Для корректной ра-
боты ИНС все данные нормализуются в 
интервале от 0 до 1 по формуле
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x
x x
x xnorm
i�
�
�
min

max min

, 

где xnorm — нормализованное значение; 
xmin — минимальное значение из всей 
выборки; xmax — максимальное значе-
ние из всей выборки; xi — значение для 
нормализации.

Литологическая разность, изначаль-
но представленная строковым значени- 
ем, кодируется вектором длиной n, где 
n — количество известных литологиче- 
ских разностей во всем месторождении. 
Каждому значению вектора соответст- 
вует определенная литологическая раз-
ность, поэтому вектор имеет все нуле-
вые значения, кроме одного, которому 
присваивается единица, обозначающая 
наличие соответствующей литологиче-
ской разности.

Для последующего декодирования 
данных применяется следующая фор-
мула:

x x x x xi norm� � �� �min max min* , 

где xnorm — нормализованное значение; 
xi — денормализованное значение; xmin — 
минимальное значение из всей выбор-
ки до нормализации; xmax — максималь-
ное значение из всей выборки до нор-
мализации.

Литологическая модель 
месторождения
Предварительным этапом для пост- 

роения модели содержания полезного 
компонента является построение лито- 
логической модели месторождения. За- 
дача определения литологической раз-
ности в блоке является классической для 
нейронных сетей задачей классификации 
[8]. Для этих целей методом подбора, 
с целью минимизации ошибки предска-
зания, была выбрана ИНС со следующей 
структурой: входной слой состоит из 
трех нейронов, на который поочередно 
будут подаваться координаты известных 
блоков, выходной слой состоит из n ней- 
ронов, где n — количество известных 
литологических разностей в месторож- 
дении, что позволяет кодировать строко- 
вое значение литологической разности 
[1, 8, 9] и четыре скрытых слоя. Первый 
слой имеет 64 нейрона и функцию акти-
вации гиперболический тангенс, второй 
и третий слои состоят из 64 нейронов 
без функций активации, четвертый слой 
имеет 32 нейрона и имеет сигмоидную 
функцию активации. Выбранные нами 
функции активации хорошо показали 
себя для решения задач классификации 
[8—10]. Обучение ИНС проходило на 
1000 эпохах, так как на этом значении ви-

Рис. 3. Зависимость метрики потерь при обучении ИНС от количества эпох обучения: по оси x — 
количество эпох обучения, по оси y — значение метрики потери при обучении
Fig. 3. Dependence of the artificial neural network training loss metric on the number of training epochs, on the 
x-axis — the number of training epochs, on the y-axis — the value of the training loss metric
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зуально видно, что метрика потерь ИНС 
[11—13] перестает уменьшаться (рис. 3).

Обученную на известных блоках ИНС 
можно использовать для построения блоч- 
ной литологической модели месторож- 
дения. Поочередно подав на вход коор- 
динаты блоков из блочной модели, на 
выходе мы получим вектор длиной n, 
каждому значению которого соответст- 
вует определенная порода. Максималь- 
ное из всех значений будем считать пред-
сказанием ИНС литологии по заданно-
му блоку.

Оценка литологической модели
Для оценки результатов ИНС исполь-

зуется метод кросс-валидации. Все мно- 

жество известных блоков месторожде-
ния делится на тренировочный и конт- 
рольный сеты. Известные блоки из k–1 
скважин, где k — общее количество сква-
жин по месторождению, попадают в тре- 
нировочный сет, на котором обучается 
ИНС, а блоки, принадлежащие к остав-
шейся скважине — в контрольный сет. 
После обучения на тренировочном сете 
на вход ИНС подаются блоки из конт- 
рольного сета и получается предсказа- 
ние ИНС. Результаты предсказания срав- 
ниваются с исходными значениями по 
этой скважине и считается ошибка путем 
нахождения процента неправильно пред- 
сказанных блоков к общему количеству 
изначально известных блоков в скважине.

Рис. 4. Литологический разрез, полученный с помощью ИНС
Fig. 4. Lithological section obtained using artificial neural network
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При повторе данной операции k раз 
получается ошибка для каждой из сква-
жин. На рис. 4 показан один из литологи- 
ческих разрезов, полученный с помощью 
ИНС: слева отображены предсказанные 
литологические разности, а справа сква-
жины, полученные в результате опро-
бования.

Как видно из результатов, ИНС пока- 
зывает хорошую сходимость между из- 
начальными и предсказанными блоками. 
Сравнив каждый блок, полученный в 
результате кросс-валидации, с соответ-
ствующим ему изначальным блоком, 
высчитываем ошибку работы ИНС. Ис- 
пользовав данный метод оценки, сред-
няя ошибка моделирования в межсква- 
жинном пространстве составляет 14,91%.  
При сравнении каркасного моделирова-
ния и разработанного инструментария 
трехмерного геомоделирования границ 
литологических разностей железорудных 
месторождений на основе пространст- 
венно-координированных данных было 
выявлено 97,65% правильно предсказан-
ных блоков по рудному телу.

Модель содержания  
полезного ископаемого
Полученная на предыдущем этапе 

литологическая модель месторождения 
позволяет ИНС более точно улавливать 
зависимости распределения ПИ, тем са-
мым более точно делать предсказания.

Для построения модели содержания 
полезного ископаемого была создана 
новая ИНС со следующей структурой: 
входной слой состоит из 3+n количе-
ства нейронов, где n — количество из-
вестных литологических разностей в 
месторождении. На вход подаются три 
координаты блока, а также к входным 
параметрам добавляется вектор длиной 
n с закодированной литологической раз-
ностью блока. ИНС содержит 4 скры-
тых слоя по 64 нейрона в каждом. На 
первом и последнем скрытом слое ис-
пользуется функция активации ReLU 
(Линейный выпрямитель). Данная функ- 
ция активации исключает отрицательные 
значения при работе ИНС и допускает 
область значений в диапазоне [0; +∞). 
Выходной слой состоит из m нейронов, 

Рис. 5. Распределение ПИ в разрезе рудного тела
Fig. 5. Distribution of minerals in the section of the ore body
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где m — количество исследуемых полез-
ных компонентов, в который при обу- 
чении ИНС подается содержание полез-
ных ископаемых в блоке в нормализо-
ванном также от 0 до 1 виде. Обучение 
происходит на 1000 эпохах [14—18].

Для построения блочной модели по- 
лезного ископаемого блоки на вход ней-

ронной сети подаются из литологиче-
ской модели месторождения. 

На рис. 5 показан один из разрезов 
распределения ПИ, где разными цвета-
ми обозначен интервал процентного со-
держания ПИ. 

На рис. 6 показана трехмерная мо-
дель содержания полезного компонен-

Рис. 6. Распределение ПИ в трехмерной модели рудного тела 
Fig. 6. Mineral distribution in a 3D ore body model

Рис. 7. Сравнение изначального и предсказанного содержания ПИ в скважинах: изначальное извест-
ное содержание (а), предсказанное ИНС (б); по оси x – процентное содержание полезного компонента, 
по оси y – глубина залегания
Fig. 7. Comparison of initial and predicted mineral content in wells: initial known content (a), predicted by arti-
ficial neural network (b); along x-axis – percentage of the useful component, along y-axis – depth of occurrence
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та, рассчитанная с помощью обученной 
нейронной сети и визуализированная в 
горно-геологической информационной 
системе Micromine.

Оценка модели содержания 
полезного ископаемого
Оценка содержания ПИ в блоках про- 

изводилась с помощью кросс-валидации, 
аналогично с литологической моделью. 
Сравнивалось содержание в блоках с из-
вестным содержанием в результате оп- 
робования с соответствующими им бло-
ками, предсказанными ИНС [19—20]. 
Ошибка варьируется в диапазоне от 1% 
до 19,7%. Средняя ошибка по блокам 
составляет 9,6%. На рис. 7 представлена 
диаграмма распределения ПИ всех сква-
жин в зависимости от координаты Z.

Заключение
В данной работе был описан инст- 

рументарий для построения блочных 

моделей, содержащих информацию о 
литологическом составе руд месторож-
дения, а также содержании полезного 
компонента на основе ИНС. Результаты 
показывают, что обученные ИНС мо-
гут с определенной точностью делать 
прогнозы распределения ПИ на осно-
ве данных опробования по скважинам. 
Данный метод построения блочной мо- 
дели может служить альтернативой тра-
диционным методам построения мо-
делей месторождения, особенно в тех 
случаях, когда требуется экспресс-пост- 
роение модели с возможностью даль-
нейшей ее корректировки.

Ошибку, допускаемую ИНС, можно 
уменьшать, подбирая более подходящую 
архитектуру ИНС, количество слоев и 
нейронов в скрытых слоях, функции ак-
тивации, а также добавляя новые вход-
ные параметры, которые позволят ИНС 
более четко прослеживать зависимости 
распределения литологии и ПИ.
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